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E X E C U T I V E  A B S T R A C T

智能不只存在于参数中，
也存在于推理过程的组织方式中。

大
语言模型的输出质量，在

真实任务中由模型、上下

文、外部状态、验证机

制、推理预算与历史反馈共同决

定。元炼协议 II 将“精炼”从

Token 删除提升为一个可恢复、可

验证、会随模型变化而自我裁剪的

推理时优化问题。

本文提出自适应推理精炼理论（Adaptive Inference

Refinement, AIR）：在不修改基础模型参数的前提

下，于推理边界之外构造弱耦合认知精炼层，使系统

在受限成本下提高任务成功率，或在近似质量下减少

有效推理资源消耗。

阅读边界

理论白皮书，不是实验报
告

本文给出定义、机制、可证伪假设与实验协

议。所有曲线和数值仅表达关系，不代表已

测得结果。

THEORY 6 HYPOTHESES

NO CLAIMED BENCHMARK

𝓘eff = F(Mθ, C, E, V, B, H)

有效智能 = 基础模型 × 有效上下文 × 环境状态 × 验证 × 预算 × 历史反馈的系统函数

目标一

同成本，更高成
功率

在总预算约束下，让信

息、计算与验证被分配到

边际价值最高的位置。

目标二

同质量，更低资
源

移除冗余上下文与低价值

推理，同时保留恢复路径

和安全余量。

目标三

随模型，自我收
缩

当模型吸收外部策略后，

运行时重新评估并旁路已

无正收益的能力。



0 1  ·  PA R A D I G M  S H I F T

从模型能力，
走向系统能力。

传统叙事把智能上限主要归因于参数、数据与训练。AIR 关注另一个可

控边界：同一个模型在推理阶段，为什么会因上下文结构、验证方法与计

算调度不同而表现出显著不同的有效能力？

精炼不是把输入变短；精炼是在有限资源下，让每一次读取、生
成、检索和验证都更接近任务成功。

传统 TOKEN 压缩 自适应推理精炼

核心对象：文本长度 核心对象：完整推理过程

主要动作：删除、摘要 动作：检索、变换、扩展、验证、停止

局部指标：压缩率 系统指标：质量、成本、延迟、风险联合效用

常见假设：压得越短越好 原则：任务充分且可恢复，才算有效

静态策略 随任务、模型、预算和反馈动态变化

核心重定义

Compression ⊂ Refinement。压缩可以是精炼动作，但精炼还包括计算再投资、外部状态接入、

正交验证与动态停止。



0 2  ·  F O R M A L  O B J E C T I V E

一个受约束的
系统优化问题。
给定基础模型 Mθ、任务 x、环境状态 e 与预算 B，外部策略 πφ 不是为了永久增加流程，而是选择当前最有

价值的推理动作。

J(θ, φ) = 𝔼[Q] − λC𝔼[C] − λL𝔼[L] − λR𝔼[R]

Q：任务质量 · C：计算与 Token 成本 · L：延迟 · R：不可验证性、语义损失与操作风险

模式 A ·  成本受限

max 𝔼[Q]

subject to 𝔼[C] ≤ BC, 𝔼[L] ≤ BL, 𝔼[R] ≤

BR

模式 B ·  质量受限

min 𝔼[C + ηL + μR]

subject to 𝔼[Q] ≥ Qtarget

这一定义把“效果变好”和“资源变省”放进同一目标函数，也迫使系统把风险与可验证性计入成本。它允许

不同应用通过 λ 系数表达不同偏好，而不要求所有任务共享单一策略。



0 3  ·  S I X  P R I N C I P L E S

六项原则，定义精炼边界。

S

任务条件充分性

上下文目标不是最短，而是对当前决策保留

最大有效信息。

01 R

可恢复精炼

活跃状态可以很小，但原始或高保真状态必

须能按需恢复。

02

Δ

残差智能

外部层只承担当前模型尚未内化且仍有正边

际收益的能力。

03 ∂

可吸收性边界

静态策略可能被模型吸收；状态、权限、证

据和资源不会永久参数化。

04

B

计算自适应

依据难度、不确定性与边际收益动态决定检

索、扩展、验证或停止。

05 ↻

外部认知共进化

外部探索、验证、能力吸收与运行时裁剪形

成持续循环。

06



0 4  ·  C O G N I T I V E  R U N T I M E

它不是更厚的 Harness，
而是可自我裁剪的认知运行时。

认知运行时位于用户任务与基础模型之间，却不试图复制模型。它保存模

型无法拥有的现实边界，并按当前任务决定哪些外部能力值得被调用。

任务与目标层
用户意图 · 质量约束 · 成本 / 延迟 / 风险预算

自适应策略层 πφ

继续 检索 变换 验证 扩展 停止 路由

认知状态层

Working Context Wt

Archival Context At · State · Evidence · Authority

执行与验证层

工具 · 检索 · 环境观察 · 确定性检查

资源治理 · 权限执行 · 来源追溯

可替换基础模型 Mθ
黑盒 API / 开源模型 / 专用模型 · 参数保持不变 θ′ = θ

运行轨迹 → 反馈 → 策略更新 → 再评估

图 1｜认知运行时分层。模型是可替换计算核心；状态、证据、权限、验证、资源和反馈由模型外部持有。



0 5  ·  R E C O V E R A B L E  C O N T E X T

把压缩改造成
认知工作集管理。
未知后续问题使“全局最优短摘要”通常不存在。AIR 因此把上下文拆为活跃认知状态与可恢复归档状态：

𝓒t = (Wt, At)　　|Wt| ≪ |At|

归档上下文 Aₜ

完整历史

原始证据

来源映射

高保真状态

活跃上下文 Wₜ

当前目标

决策变量

关键证据

短期工作集

精炼 / transform

恢复 ρ(Aₜ, q) / retrieve

新任务 q
充分性检查

图 2｜双态上下文。活跃表示负责低成本推理；归档状态负责未来可恢复性。二者之间保留双向映射。

Γrecoverable = |S* ∩ S(W ∪ ρ(A,Q))| / |S*|　→　1

允许 Γactive < 1，但关键语义的总可恢复覆盖率应趋近于 1

关键约束

可恢复不等于保存一切到活跃窗口。系统只为当前必需信息支付推理成本，同时保存来源、索引和恢

复能力。



0 6  ·  R E S I D U A L  I N T E L L I G E N C E

外部系统的价值，
是模型尚未拥有的那一部分。

固定 Harness 会不断叠加功能；

残差智能要求每个外部策略持续证

明自己的边际价值。

𝓟*(M) = { pi : Ui(M,D) > τ }

当模型升级并吸收某种规划、反思或格式能力时，Ui

下降。若其净收益低于阈值 τ，该策略应被旁路或删

除，而不是作为历史包袱永久保留。

成本 / 延迟 →

任
务

质
量

 →

𝓕res(M₁)

𝓕res(M₂)

被模型吸收

仍有残差价值

新组合能力

图 3｜残差智能前沿。示意曲线表达模型升级后的策略价值迁
移，不代表实测数值。

什么会被吸收，什么必须留在模型外？

更可能被模型吸收 不能被固定参数永久替代

静态、可学习、分布稳定的规划模板 State：实时、非平稳的世界状态

通用反思套路与固定格式变换 Evidence：来源、证据链与审计轨迹

常见工具选择启发式 Authority：身份、权限与操作边界

重复性提示脚手架 Verification：确定性检查与外部判据

稳定任务分布下的工作流 Resource：实时预算、配额与调度

可从训练轨迹内化的策略 Feedback：部署后的真实结果与事后反馈



0 7  ·  A D A P T I V E  C O M P U T E

是否继续思考，
本身也是一个决策。

固定推理深度对简单任务浪费资源，对困难任务又可能不足。AIR 把推

理过程建模为预算约束下的序贯决策。

st = (ct, bt, qt, ut, vt)　　at ~ πφ(a | st)

观察
state / budget

检索
retrieve

变换
transform

扩展
expand

验证
verify

停止
stop

预算耗尽
bₜ ≤ 0

验证未通过 / 信息不足 → 回到观察并重新分配动作

图 4｜精炼状态机。动作集合不是固定流水线；策略可跳过任意低价值步骤。

动态停止规则

当下一轮预期质量提升小于新增计算和延迟的影子价格时，应停止扩展：

𝔼[Δqk+1] < λCΔC + λLΔL。



0 8  ·  V E R I F I C AT I O N  L O O P

生成更多答案，
不等于得到更多真相。
同一模型的多次生成往往共享错误来源。当候选错误相关系数 ρ → 1，继续增加样本数量的收益趋于饱和。

因此有效验证需要与原生成机制不完全相关的信号。

同源信号

低正交性

同模型自评、同提示重采样、同一错误知识

下的投票。可改善随机误差，但难以打破系

统性偏差。

正交信号

高验证价值

编译器、测试、数据库约束、环境观测、来

源证据、权限系统、异构模型与人工反馈。

候选答案
generation

确定性检查

来源与证据

环境反馈

异构评价

证据汇聚 → 通过 / 修正 / 拒绝 / 升级人工判断

图 5｜验证增强智能。验证器不是装饰性的“再想一次”，而是尽可能引入不同误差结构。

评价器风险

优化系统可能学习迎合评价器而非真实目标。持续演化必须依赖多源反馈、定期外部校准和对评价器

本身的审计。



0 9  ·  C O - E V O L U T I O N

外部探索，内部吸收，
运行时再度变薄。

外部层是能力孵化器，而不是永远膨胀的容器。它先以低风险、可观察的

方式探索策略，再将稳定能力输送给训练；模型吸收之后，外部层重新裁

剪。

外部探索
Explore

严格验证
Validate

模型吸收
Absorb

外部裁剪
Prune

残差智能前沿
𝓕res(Mₜ)

图 6｜共进化飞轮。新策略必须经过验证才能进入训练候选；能力吸收后还必须重新基准测试并裁剪外部实现。



1 0  ·  T H E O R E T I C A L  P R O P E R T I E S

六个性质，
也是六个工程约束。

P1 ·  基础模型非侵入性

精炼层只作用于推理边界之外，因此 θ′ = θ；无需修改模型参数即可改变系统能力。

P2 ·  模型替换性

策略应依赖能力接口与测量结果，而非某个模型的私有内部结构；更换 M 后重新估计策略价值。

P3 ·  预算有界性

任一推理轨迹必须受显式 Token、计算、延迟和风险预算约束；不存在无限递归或无限验证。

P4 ·  条件非劣化

只有当候选策略在可信评价上满足净效用门槛才启用；无法证明收益时退回基础路径。

P5 ·  可恢复鲁棒性

面对未知后续查询，双态上下文比同等活跃长度的不可逆压缩保留更高的语义恢复上限。

P6 ·  残差策略可消亡

外部策略不是永久资产。当 Ui(M,D) ≤ τ，它必须允许被旁路、归档或删除。

严谨性说明

以上为理论性质及设计目标。P4、P5、P6 需要在明确任务分布、评价器和置信区间的实验条件下验

证，不能仅由定义直接推出真实系统必然满足。



1 1  ·  FA L S I F I C AT I O N  P R O T O C O L

一套理论，必须先说明
怎样证明它是错的。

AIR 的核心不是某个漂亮架构，而是能否在相同模型、相同任务集和可

复现实验预算下产生可测量的净增益。

基础对照

组别 系统 目的

B0 基础模型 M 建立无外部精炼基线

B1 M + 固定 Prompt / 固定 Harness 排除普通脚手架收益

B2 M + 不可逆上下文压缩 比较恢复能力与多轮鲁棒性

AIR M + 自适应精炼层 测量动态策略的净效用

核心指标

ΔQ
任务成功增益

ΔC
成本变化率

ΔL
延迟变化率

Q / C
单位成本成功率

CU
上下文利用率

RR
恢复成功率



RV
i

残差策略价值

Risk
语义 / 操作风险

最小消融矩阵

移除项 主要观察 支持理论的预期方向

恢复算子 ρ 未知后续问题的 RR 与成功率 显著下降

动态停止 简单任务成本、困难任务质量 成本上升或质量下降

正交验证 系统性错误、不可验证率 错误率上升

策略裁剪 模型升级后的净效用与延迟 冗余成本上升

历史反馈 H 跨任务策略选择稳定性 长期效用下降

六个可证伪假设

H1 ·  工作集

长上下文任务中，任一时刻真正影响下一步

决策的信息量显著小于完整历史。

H2 ·  可恢复优势

多轮未知后续任务中，可恢复精炼优于同活

跃长度的不可逆压缩。

H3 ·  策略迁移

模型升级会显著改变固定 Harness 策略的平

均边际收益。

H4 ·  计算再投资

节省的低价值上下文预算投入高价值推理或

验证，可提升总任务效用。

H5 ·  正交验证

误差结构更独立的验证信号，比同源自验证

带来更高净可靠性增益。

H6 ·  能力孵化

经外部探索和验证得到的稳定策略，可成为

后续模型训练的有效监督信号。



1 2  ·  L I M I T S  &  S A F E T Y

精炼不是魔法，
边界必须先于能力。

边界 01

精炼不能创造不存在的信息。若原始上下文、外部环境和模型均不包含必要事实，重新组织无法凭空

恢复真相。

边界 02

自反思不能消除完全相关错误。同一错误机制重复调用，只会让错误更稳定。

边界 03

不存在对所有未来任务同时最优的任意短表示。未知查询要求保留可恢复来源。

边界 04

评价器可能成为新瓶颈。系统可能优化分数而非真实目标，形成评价器投机。

边界 05

额外计算存在收益递减。当 ∂Q/∂C → 0，继续推理只会消耗资源。



三条安全基线

TRACE ABIL IT Y

原始语义可追溯

每个高层表示 zi 都应保留

到 source(zi) 的映射。

SEPARATION

权限与智能分离

模型可以建议动作，但授

权、执行与审计必须由外

部可信边界控制。

TRANSPARENCY

优化目标透明

质量、成本、延迟与风险

权重需要可见、可审计且

可被业务覆写。



1 3  ·  R E S E A R C H  L A N D S C A P E

站在已有研究之上，
但不等同于其中任何一支。

研究方向 已解决的问题 AIR 的扩展

Prompt Compression 提升输入信息密度、降低长上下

文成本

把不可逆压缩纳入更大的可恢复工作

集管理

Test-Time Compute Scaling 用额外推理计算换取质量 同时决定何时增加、转移或停止计算

Recursive Language Models 外化长输入并递归处理子问题 加入显式预算、恢复、验证和策略裁

剪

Agentic Context Engineering 让上下文随经验迭代 强调模型升级时的残差价值重估

Reflective Optimization /

Agent RL

从轨迹与奖励改进策略 连接“外部探索 → 模型吸收 → 外部

裁剪”

传统 Agent Harness 通过固定流程补足模型能力 把流程视作临时策略集合，而非永久

架构

核心差异

普通 Harness 常写作 M + 固定工作流；AIR 写作 Mt + 𝓟*(Mt, D, B)。最优外部策略随模型、任

务分布和预算共同变化。



1 4  ·  E V O L U T I O N  R O A D M A P

模型越强，外部层越薄；
但现实边界不会消失。

长期存在的不是某个固定 Harness，而是持续寻找残差智能前沿
的优化过程。

阶段一｜厚 Harness

模型能力有限，规划、检索、验证和结构控制大量位于模型外部。

阶段二｜策略吸收

基础模型逐渐内化常见规划与反思，固定逻辑的残差价值下降。

阶段三｜薄 Runtime

外部层聚焦 State、Evidence、Authority、Verification、Resource 与 Feedback。

阶段四｜认知操作系统

运行时负责连接正确世界状态、调度有限资源、提供可验证现实，并向下一代模型回输能力。



A P P E N D I C E S

最小理论表达、符号与文献。

附录 A｜四个最小公式

系统目标：J = 𝔼[Q] − λC𝔼[C] − λL𝔼[L] − λR𝔼[R]

上下文目标：Z* = arg maxZ I(Z;Y | Q) − βC(Z)

策略选择：𝓟*(M) = {pi : Ui(M) > τ}

共进化：φt+1 ← Learn(φt, Ht, Mt)

附录 B｜符号表
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真正长期存在的，不是固定工作流，
而是持续寻找残差智能前沿的优化过程。
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